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Sieci neuronowe ćwiczenie 4.

Obie metody graficznie dążą do jak najbardziej równomiernego zapełnienia określonych przestrzeni, które można zmieniać za pomocą ustawień przygotowanych w aplecie.

Dzięki funkcji „TEACH” i  „SIGNALS” możemy zaobserwować dodatkowo podczas pracy sygnały wejściowe, zwycięzcę oraz sąsiadów. Funkcje te są przydatne w obserwacji działania sieci.

Self-Organising Map

Na starcie uczenia wszystkie wagi przyjmują losowe wartości i małej amplitudzie. Przyłożenie wektora uczącego uaktywnia współzawodnictwo neuronów. 

Konkurencję wygrywa neuron, którego wagi tworzyły wektor najbardziej pokrywający się z wektorem wejściowym.

Neuron zwycięzca uaktualnia swoje wagi oraz pozwala uaktualnić wagi neuronom z sąsiedztwa.

Neuron zwycięzca przyjmuje wartość sygnały wyjściowego równą 1. Neurony należące do sąsiedztwa zwycięzcy przyjmują wartość różną od 0, malejącą w zależności od odległości od zwycięzcy. W efekcie tylko neurony najbliższe zwycięzcy uaktualniają w istotny sposób swoje wagi, podążając w ten sposób za zwycięzcą.

Proces ten jest powtarzany wielokrotnie aż do ustabilizowania się wartości poszczególnych wag. Proces jest samoorganizujący – neurony zwycięzcy wyłaniani są w drodze konkurencji między neuronami przy prezentacji kolejnych wektorów wejściowych. Każdy wektor uczący ma swego zwycięzcę, a poprzez niego wpływ na dobór wartości wag neuronów sieci.

Uaktualnienie wag odbywa się wg reguły Grossberga-Kohenena:

(Wij(t+1) = (yi[xi – Wij(t)]

( - stała uczenia (0 – 1) 

yi – reprezentuje sygnał wyjściowy

xj – składowa wektora
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Hard Competitive Learning

Działa na podobnej zasadzie jak metoda poprzednia z tym, że tutaj wagi są aktualizowane tylko i wyłącznie dla zwycięzcy, wagi sąsiadów zwycięzcy pozostają bez zmian.
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Wpływ współczynników epsilon_i i epsilo_f:
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Wpływ współczynników sigma_i i sigma_f:
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Zależność od współczynnika t_max:
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Funkcja Voronoi

Diagram Voronoi reprezentuje rejon wpływów wokół każdego z danych zbiorów położeń..

Diagram ten przydaje się do poszukiwania najbliższego sąsiedztwa dla jednego neuronu (x) ze stałego zbioru neuronów (nasza siatka). 

Jest to po prostu określenie która komórka diagramu Voronoi zbioru neuronów zawiera nasz neuron (x).

Problem komiwojażera

Aby sieć była w stanie rozwiązać problem komiwojażera sieć powinna być jednowymiarowa, czyli neurony połączone w jednej linii. A dany neuron ma jedynie dwóch najbliższych sąsiadów.

Przy małym maksymalnym współczynniku uczenia i przy dostatecznie dużym minimalnym współczynniku uczenia, sieć zachowuje się dość sztywno jej ruchy są bardziej uporządkowane a siatka z neuronami przybiera przez cały czas podobne kształty.





Zwiększając przedział, czyli dając współczynnikowi maksymalnemu wartość maksymalną a minimalnemu minimalną otrzymamy siatkę z neuronami bardzo elastyczną, przyjmuje ona rozmaite kształty a jej ruchy są gwałtowne.





Tutaj można zauważyć sytuacją podobną do poprzedniej, dając tym współczynnikom mały przedział sieć staje się strasznie sztywna. Jak widać na rysunku obok neurony nie były w stanie nawet uformować poprawnej siatki.





Przy zwiększeniu przedziału minimalnego i maksymalnego promienia sąsiedztwa otrzymujemy siatkę bardzo elastyczną w zależności od kształtu jaki ma pokryć już od początku zaczyna poprawnie się formować.





Jeśli długość okresu uczenia przyjmie wartość minimalną siatka nie porozkłada się dokładnie na określonym obszarze.





Przy maksymalnie wydłużonym okresie uczenia siatka rozkłada się na większej części określonej przestrzeni zajmując większą jej powierzchnię.
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